
DeepSpeed: 深層学習の訓練/推論の
高速化のためのフレームワーク
https://github.com/microsoft/DeepSpeed

田仲正弘 (Principal Researcher)

Model Scale
• 10+ Trillion parameters

Speed
• Fast & scalable training

Democratize AI
• Bigger & faster for all

Usability
• Few lines of code changes

Compressed Training
• Boosted efficiency

Accelerated inference
• Faster & cheaper

DeepSpeed Meetup in Japan

May 23

`

https://github.com/microsoft/DeepSpeed


スピーカー

田仲 正弘
(Masahiro Tanaka)

• Principal Researcher, DeepSpeed team（2022.12-）

• 前職から大規模分散処理の研究開発（自前の深層学習自動並列化フレームワー
ク開発、PyTorch Annual Hackathon winner, 産経新聞 先端技術大賞, 他）

• DeepSpeedチームでの主要プロジェクト: DeepSpeed-Ulysses（長い系列の
LLM学習並列化）, DeepSpeed-FastGen（テキスト生成の効率化）, ZeRO関
連全般, Phi-3モデル, etc. 

https://tohtana.github.io/



概要

• 大規模かつ高速な深層学習を容易に実現する様々な機能を持ったソフトウェア

• オープンソースソフトウェアとしてGitHubで公開中

• DeepSpeed (メインのレポジトリ)

• DeepSpeedExamples (使用例).

• Megatron-DeepSpeed (NVIDIAのMegatron-LMと結合したもの).

• DeepSpeed-MII (DeepSpeed-FastGen) (DeepSpeedの高速な推論を容易に
利用するためのツール)

メインレポジトリのURL

What is DeepSpeed?

https://github.com/microsoft/DeepSpeed
https://github.com/microsoft/DeepSpeedExamples
https://github.com/microsoft/Megatron-DeepSpeed
https://github.com/microsoft/DeepSpeed-MII


• AI分野のオープソースソフトウェアとして、
もっとも広く使用されているものの一つ
• 多くの大規模モデルを訓練するために使用

Megatron-Turing NLG (530B), Jurassic-1 
(178B), BLOOM (176B), GLM (130B), YaLM 
(100B).

• Hugging Face Transformers, Hugging Face 
Accelerate, PyTorch Lightning, MosaicML 
Composer, Determined AI など、多くの著名な
オープンソースの深層学習フレームワークのバッ
クエンドとして利用

• Webサイト (deepspeed.ai) でドキュメント・チュートリアルを提供

概要
33,000スター（GitHubの

Microsoftのオープンソースソフ
トウェアとして10位）

https://www.microsoft.com/en-us/research/blog/using-deepspeed-and-megatron-to-train-megatron-turing-nlg-530b-the-worlds-largest-and-most-powerful-generative-language-model/
https://uploads-ssl.webflow.com/60fd4503684b466578c0d307/61138924626a6981ee09caf6_jurassic_tech_paper.pdf
https://uploads-ssl.webflow.com/60fd4503684b466578c0d307/61138924626a6981ee09caf6_jurassic_tech_paper.pdf
https://huggingface.co/blog/bloom-megatron-deepspeed
https://github.com/THUDM/GLM-130B
https://github.com/yandex/YaLM-100B
https://github.com/yandex/YaLM-100B
https://huggingface.co/docs/transformers/main/main_classes/deepspeed
https://huggingface.co/docs/accelerate/usage_guides/deepspeed
https://huggingface.co/docs/accelerate/usage_guides/deepspeed
https://pytorch-lightning.readthedocs.io/en/stable/api/pytorch_lightning.strategies.DeepSpeedStrategy.html
https://docs.mosaicml.com/en/latest/trainer/using_the_trainer.html?highlight=deepspeed#deepspeed-integration
https://docs.mosaicml.com/en/latest/trainer/using_the_trainer.html?highlight=deepspeed#deepspeed-integration
https://docs.determined.ai/latest/training/apis-howto/deepspeed/overview.html
https://www.deepspeed.ai/
https://github.com/orgs/microsoft/repositories?q=&type=all&language=&sort=stargazers


深層学習の規模拡大と性能向上
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深層学習の課題 –訓練 (Training) -
深層学習では、大量の訓練データを与えて、モデルを訓練するが、計算量・メモリ量・処理デー
タ量がとにかく多い

• 現実的な時間で訓練を終えるには、GPU等のアクセラレータ（高価）が必要

• モデル規模が大きくなる（=学習パラメータが多くなる）、または訓練データの量が増えると、
必要な計算量・メモリ量も増え、多数のGPUを用いた並列処理が必要
→ 数千億パラメータ規模のモデルの訓練には、数千GPUを用いても2ヶ月 (e.g., MT-NLG)

課題 DeepSpeed の機能

モデルが大きすぎてGPUメモリに収まらない ZeRO (Zero Redundancy Optimizer)

数千GPU規模までスケールさせたい 3D parallelism

高い計算効率のモデルを使用したい DeepSpeed-MoE

GPU間の通信が遅い ZeRO++, Communication Compression

大規模なデータが必要 DeepSpeed Data Efficiency

ChatGPTにも使用されるRLHF 訓練を効率的に実行 DeepSpeed-Chat

DeepSpeedは深層学習の訓練における様々な技術的課題を解決

https://www.microsoft.com/en-us/research/blog/using-deepspeed-and-megatron-to-train-megatron-turing-nlg-530b-the-worlds-largest-and-most-powerful-generative-language-model/


課題 DeepSpeedの機能

高速なテキスト生成 DeepSpeed-FastGen

高速・スケーラブルな推論 DeepSpeed Inference

簡単にデプロイしたい DeepSpeed-MII

MoEモデルの推論 DeepSpeed-MoE

巨大モデルを高速に推論 DeepSpeed Compression

深層学習の課題 –推論 (Inference) -

• 訓練されたモデルを使用するフェーズを推論という

• 実サービスで、多数のユーザによって実行されるのは推論 (e.g., new 
Bing)

• 訓練より計算量は少ないものの、低レイテンシ（高速な応答）、低コス
ト化などの要件が重要

DeepSpeedは推論のための様々な機能も提供



ZeRO, 
ZeRO-Offload, 
ZeRO-Infinity
Breaking the GPU Memory Wall for DL Training

11



大規模モデル学習の概観

12*AI and Memory Wall. (This blogpost has been written in… | by Amir Gholami | riselab | Medium

https://medium.com/riselab/ai-and-memory-wall-2cb4265cb0b8


DeepSpeed: Reshaping the Large Model Training Landscape

System capability to efficiently train models with trillions of parameters

*AI and Memory Wall. (This blogpost has been written in… | by Amir Gholami | riselab | Medium

https://medium.com/riselab/ai-and-memory-wall-2cb4265cb0b8


What is ZeRO?
•データ並列のメモリ利用を効率化
→ 巨大モデルを高い効率で学習、かつどのようなモデル
アーキテクチャでも適用可能

GPU 0 GPU 1 GPU 2

Layer 0
Layer 1
Layer 2

GPU Interconnect

Layer 0
Layer 1
Layer 2

Layer 0
Layer 1
Layer 2

GPU 0 GPU 1 GPU 2

Layer 0

GPU Interconnect

Layer 1
Layer 2

Model States mapping in Data Parallel Training Model States mapping in ZeRO Training 

通常のデータ並列 ZeRO (Zero Redundancy Optimizer)

• 通常データ並列では重複して持つ学習パラメータを、重複のないように各GPUに格納
• データが必要になった際に、GPU間の通信で必要な部分だけデータを収集し、使い終わっ
たら捨てる



What is ZeRO?

7.5B parameter model, Adam optimizer, 64 GPUs

Standard
data parallel

ZeRO
Stage 1

ZeRO
Stage 2

ZeRO
Stage 3

• パラメータを集めるのに通信オーバヘッドが生じる
• 複数の動作モード（Stage）: 省メモリ効果と通信
オーバヘッドのトレードオフが異なる

• どのデータを分割配置するか
が異なる



- 誰もが巨大なモデルを学習できるように - 

• 学習パラメータ等のデータをGPUメモリからCPUメモリにオフロード

• ZeRO-3との組合せにより、400億パラメータのモデルを一基のGPUだけで学習

Multi-billion parameter model training on 
one V100 GPU

ZeRO-Offload 

各種の技術的工夫でオフロードの
オーバヘッドを減少



ZeRO-Infinity
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ZeRO-Infinity (NVMe)

ZeRO-Infinity (CPU)

3D Parallelism

ZeRO Stage 3

ZeRO Offload

Data Parallel

Trainable Model Parameter (Billions)

1基のNVIDIA DGX-2で学習できる最大モデルサイズ

NVIDIA DGX-2は16基のV100-32GB GPUとCPU
メモリ1.5 TB、20TBのNVMeストレージを備える

• CPUメモリとNVMeストレージの両方にオフロード

• 多くの省メモリ技術を組合せ: ZeRO Stage 3, チェックポインティングなど

- 極限のモデルサイズへの挑戦 - 



Universal Checkpoint
•学習の途中で実行環境や設定を変更したいことはよくある

• 利用可能なGPU数が増減
• 大規模学習をメインで走らせるのと並行して、（より少ないGPUで）ハイ
パーパラメータ探索をしたい
 

• Universal Checkpoint: 学習途中で保存したモデル及びOptimizerの状
態（Checkpoint）を異なる並列設定で読み込んで学習を再開
• ZeROの分割数
• テンソル並列・パイプライン並列・シーケンス並列

19



Universal Checkpoint

• BLOOM (1760億パラメータのオープンモデル)、先日公開された
Phi-3などでも活用

•正確な変換を実証済み

20

Loss curves matched after converting
PP2+DP4 to TP2+PP2+DP2



ZeRO++
Towards the next level of scalability of ZeRO

 



ZeROの通信量
• ZeRO Stage 3 はモデルのパラメータを分割して配置

-> 分割配置されたデータを集めるための通信がオーバヘッドになる

• 通信データ量の内訳 (モデルパラメータを Mとする):
1. Forward （パラメータのall-gather）: M
2. Backward （パラメータのall-gather）: M
3. gradientのreduce-scatter: M

• 合計の通信量: 3M

どのように通信量を減らすか？

22



1. Forward all-gather (size M)
   
  

ZeRO++の工夫

Accurate & Efficient Quantization

Heterogeneous Partitioning (hpZeRO)

Novel Quantized Collective 

合計の通信量削減: 3M -> 0.75M

2. Backward all-gather (size M)

(size 0.5M)

3. Backward reduce-scatter (size M) 

(size 0)

(size 0.25M)

0.631 -6.529 -9.220

-3.044 -2.475 4.690

-8.441 2.901 -5.707

9 -90 -127

-42 -34 65

-116 40 -79

0.653 -6.534 -9.220

-3.049 -2.468 4.719

-8.421 2.904 -5.735

0.631 -6.529 -9.220

-3.044 -2.475 4.690

-8.441 2.901 -5.707

127 -128 -128

24 -18 127

-128 127 -64

0.631 -6.53 -9.220

-3.033 -2.461 4.690

-8.44 2.901 5.729

Quantize

Dequantize

Quantization 
Error: 2.937E-04

Quantization 
Error: 9.005E-05

パラメータのQuantization

階層的なパラメータの分割



E2E Evaluation

• 異なるGPU数での評価
• 100Gbps: 121% - 140% speedup
• 800Gbps: 8% - 30% speedup

• 異なるモデルサイズでの評価

• 800Gbps: up to 30% speedup
• 100Gbps: over 100% speedup
• 10Gbps: up to 300% speedup

24

• 通信帯域が限られているときに特に大きな
高速化



DeepSpeed 
Mixture of Experts (MoE)

Improving Compute Efficiency for DL scaling

25



Mixture of Experts (MoE)

• ZeROや各種の並列化を用いても、大規模
モデルの訓練は膨大な計算量、時間、コス
トが必要

• Mixture of Experts (MoE) と呼ばれる新し
いタイプのモデルアーキテクチャでは、入
力データに応じてモデルの一部のみを計算

(入力データ)



MoEモデルの規模拡大

27
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DeepSpeed-MoE

Case LAMBADA:

completion 

prediction

PIQA:

commonsense 

reasoning

BoolQ:

reading 

comprehension

RACE-h:

reading 

comprehension

TriviaQA:

question 

answering

WebQs:

question 

answering

Dense NLG:

1.3B 63.65 73.39 63.39 35.60 10.05 3.25

6.7B 71.94 76.71 67.03 37.42 23.47 5.12

Standard MoE NLG:

1.3B+MoE-128 69.84 76.71 64.92 38.09 31.29 7.1928

１/５の計算コストで
同等のモデル品質を達成



Deepspeed-TED: 複数の並列化手法の組み合わせ

• 異なる並列化手法との組み合わせにより、通信コストを削減

29

• T – Tensor Parallelism (Megatron-LM [3])

• E – Expert Parallelism (DeepSpeed-MoE [4])

• D – Sharded Data Parallelism (ZeRO [5])



- エキスパート
数: 128

- テンソル並列
はノード内に
限定4.8x increase!

30

さらに大きなモデルを訓練可能に



Results

１イテレーション当たりの時間
（6.7Bベースモデル、16 experts on 128 GPUs of Summit）

31

通信時間を50％削減



DeepSpeed-FastGen
32



DeepSpeed-FastGen

• Persistent deployment:
• サーバ-クライアント方式
• 高性能、プロダクション向け

Non-Persistent Pipeline

Server

Client

• Non-persistent deployment:
• 簡便に実行

• テキスト生成を高速・高効率に実行するためのフレームワーク

• 特に大規模なLLMの推論は非常にコスト高、効率化は重要



LLM のテキスト生成

• テキスト生成のフェーズ
• Prompt processing: プロンプト全体を一括して処理（リクエストあたり１回）
• Decode: トークン１件ずつ処理 (1トークン生成ごとに1回)

Promptdecode decode decode Prompt decode

Iteration-level Scheduling (vLLM)

decode

Request Request

Challenge 1: 
DecodeにおけるGPU利用率が低い

Challenge 2: 
プロンプト処理の間、decodeが
待たされてレイテンシが長くなる



計算負荷の特徴

1. レイテンシーはトークン数で決まる
→長いプロンプトが与えられると、並
行して実行されているDecodeが結果
を返すのが遅くなる

TFLOPs increases 
as compute more 

tokens

TFLOPs saturates

Target forward size

2. GPU実行効率はトークン数を増やすと
向上するが、どこかで頭打ちになる

→ 適切なトークン数で上限を設定できる
はず



Dynamic SplitFuse: Prompt & Decode Composition

• 一回に計算するトークン数を target forward size呼ぶ一定のサイズで制限
• 長いプロンプトは分割 
• 短いプロンプトは結合

• Prompt processingとdecodeを結合

Prompt+DecodePrompt+DecodePrompt+Decode decode Prompt+Decode

Request

decodedecode

• 長いプロンプトは分割
• 実行中だったdecodeと
一緒に実行

Request

デコードされたトークンは、プロンプト全体
の処理が完了するのを待つことなく返される



性能評価

https://github.com/microsoft/DeepSpeed/blob/master/blogs/deepspeed-fastgen/2024-01-19/README.md
https://github.com/microsoft/DeepSpeed/tree/master/blogs/deepspeed-fastgen

Phi-2, Llama2, Falcon等の評価の詳細:

• SplitFuse によりスループット・レイテンシが顕著に改善

https://github.com/microsoft/DeepSpeed/blob/master/blogs/deepspeed-fastgen/2024-01-19/README.md
https://github.com/microsoft/DeepSpeed/tree/master/blogs/deepspeed-fastgen


進行中のその他のプロジェクト

➢ 長い系列の並列計算

➢PyTorchのコンパイル機能との統合

➢I/O 高速化

➢多様なアクセラレータのサポート



オープンソース活動へのご参加をお待ちしています！

• 実は非常に小さいチーム (~20 人)

• OSSコミュニティからの貢献が重要

•様々なチャンネルで情報発信・コミュニケーションをしています
• 最新情報を知りたい → Twitterアカウント

DeepSpeed (@MSFTDeepSpeed)
マイクロソフトDeepSpeed (@MSFTDeepSpeedJP) （日本語アカウント）

• バグレポート等 → GitHubのIssues

• 開発に協力する → GitHubのPull Request (PR)

• 質問・ディスカッション → GitHubのDiscussion

GitHubのご連絡・お問い合わせは、英語もしくは英語＋日本語でお願いします

https://twitter.com/MSFTDeepSpeed
https://twitter.com/MSFTDeepSpeedJP
https://github.com/microsoft/DeepSpeed/issues
https://github.com/microsoft/DeepSpeed/pulls
https://github.com/microsoft/DeepSpeed/discussions


© Copyright Microsoft Corporation. All rights reserved. 

www.deepspeed.ai

Follow us on X: 
@MSFTDeepSpeed / @MSFTDeepSpeedJP

Thank You!

http://www.deepspeed.ai/


ZeRO-Infinity in Action

46
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